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Karar Agaclariyla Ogrenci Verilerinin Siniflandirilmasi

Mehmet Ali ALAN®™

Ozet: Bu caligmada, karar agaclari yontemiyle Cumhuriyet Universitesi
Iktisadi ve Idari Bilimler Fakiiltesi dgrencilerine ait veriler kullamilarak veri
madenciligi yapilmistir. Ogrencilere ait verilerden yararlanarak, hem bu verileri
en basarili siniflandiran karar agaclarina ait algoritma, hem de bu algoritmanin
iiretecegi siiflar tespit edilmeye calisilmistir. Caligmanin sonucunda LADTree
algoritmasinin 6grenci verilerini siniflandirmada en basarili algoritma oldugu ve
ondokuz degisik sinif tirettigi anlagilmistir.

Anahtar kelimeler: Veri Madenciligi, Siniflandirma, Karar Agaglari
Classification of Students’ Data by Decision Trees

Abstract: In this study, a data mining application was conducted using
the data from students of Faculty of Economics and Administrative Sciences in
Cumhuriyet University. Both decision tree algorithm which classifies the data
best and classes produced by this algorithm were tried to determine by
benefiting from the students’ data. As a result of the study, it is explored that
LADTree algorithm was the best algorithm which classifies the students’ data
and nineteen classes were produced by this algorithm.

Key Words: Data Mining, Classification Analysis, Decision Trees

I. Giris

Veritabanlari, rasyonel karar almayr saglayacak gizli bilgiler
bakimindan zengindir. Smiflandirma ve tahmin, gelecek veri trendlerinin
tahmini veya énemli veri siniflarinin agiklanmasinda kullanilan iki 6nemli veri
analiz teknigidir. Bu analizler biiyilk miktarlardaki verilerin daha 1iyi
anlagilmasinda kullanigli olabilmektedir (Han and Kamber, 2006:285).

Veritabanlarindaki veriler iizerinde farkli disiplinler, farkli amagclarla
istatistiksel ya da matematiksel analizler yapmaktadirlar. S6z konusu analiz
tekniklerinden biri de veri madenciligi yontemidir.

Guniimiizde kurumlar biiyliik miktarlarda veri iiretmekte, ancak bu
veriler igcinde anlamli ve yararhh bilgiyi ortaya ¢ikarmakta zorluklar
yasamaktadirlar. Geleneksel istatistik yontemlerle biiyiik boyuttaki veriyi
coziimlemek kolay degildir. Bu nedenle verileri islemek ve ¢oziimlemek igin
0zel yontemlere gereksinim duyulmustur. Veri madenciligi yontemleri bu
gereksinimi karsilamak iizere ortaya ¢ikmistir (Ozkan, 2008:4).

Bu ¢aligmanin amaci, veri madenciligi teknigini kullanarak, Cumhuriyet
Universitesi Iktisadi ve Idari Bilimler Fakiiltesi 6grencilerine ait veriler
yardimiyla siiflandirma analizi yapmaktir. Bu amagla adi gecen fakiiltedeki
mevcut kayith olan 6grencilere ait veriler ele alinarak, veri madenciliginin en
yaygin kullanilan tekniklerinden “Karar Agaclari” yontemi kullanilmustir.
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Calisma ii¢ boliimden olusmaktadir. Birinci boliimde siniflandirma,
Veri madenciligi ve Karar Agaclan ile ilgili tanimlayic1 agiklamalar yer
almaktadir. Ikinci bélimde konuyla ilgili yapilmis calismalar gdzden
gecirilmektedir. Ugiincii boliimde ise Cumhuriyet Universitesi iktisadi ve Idari
Bilimler Fakiiltesi 6grencilerine ait veriler lizerinde veri madenciligi yapilmustir.

II. Veri Madenciligi, Siniflandirma ve Karar Agaclari

Veri madenciligi, hem yararli hem de anlasilabilir verilerle, alisilmamis
yollarla, verileri 6zetleyen ve gizli iliskileri ortaya koyan bir analiz yontemidir
(Larose, 2006). Bu yontem, oncelikle bilinmeyen desenlerin ortaya konmast
amaciyla bilimsel ve teknik veri arastiran, veritabanindaki bilgi kesfi
siireglerinden biridir (Rokach and Maimon, 2005:2).

Disiplinler arasi nitelik tasiyan veri madenciligini en yaygin kullanan
bilim dallari; veritabani sistemleri, istatistik, matematik, makine Ogrenmesi,
gorselleme ve bilisim bilimleridir (Han and Kamber, 2006:29). Veri
madenciligi, verinin biitiiniinii kullanmas1 bakimindan diger istatistiksel
verilerden ayrilmaktadir. Bu yontemle, geleneksel yollarla elde edilmis kiigiik
verilerle ¢alisma yerine daha kolay degerlendirme yapabilecek, yeni bagimsiz
veriler tercih edilebilmektedir (Weiss and Zhang, 2003:426).

Gartner Group’a gore veri madenciligi, istatistiksel ve matematiksel
yontemler kadar desen tanima teknolojilerinin kullanilmasiyla, muazzam
miktarlardaki depolanmis verilerin elenmesi ile yeni anlamli birliktelikler,
desenler ve trendler kesfetme stirecidir (Larose, 2005:2).

Veri madenciligi, reklamcilik, biyoinformatik, veritabani pazarlama,
dolandiricilik tespiti, e-ticaret, saglik, giivenlik gibi alanlarin iginde oldugu,
farkli alanlarda uygulanabilen, degisik bakis acis1 ve calismasi ile veri
analizinden bilgi kesfetme siireci olarak bilinir( Jain, 2011).

Birliktelik kurallari, kiimeleme, karar agaglari, diskriminant analizi,
yapay sinir aglari, genetik algoritmalar vb. bir¢ok veri madenciligi algoritmasi
vardir. Bu algoritmalar siradan bilgiyi bulup ¢ikarmak ve bir ydneticinin
kararlarin1 yonlendirebilen 6zel bilgiye ulagsmak igin ¢esitli alanlardan elde
edilen verileri islemek amaciyla kullanilir (Wu and Li, 2003).

En yaygin veri madenciligi algoritmalar1 ve modelleri i¢inde karar
agaglari, siiflandirma agaglar1 olarak ta adlandirilir (Bramer, 2007:6);
birliktelik kurallari, kiimeleme, siniflandirma, ¢oklu lineer regresyon, sirali
Oriintiiler ve zaman serileri tahmini, oriintii tanima ve 6zelliklerinin belirlenmesi
sayilabilir. Siniflandirma, regresyon ve zaman serisi analizleri gizli oriintiilerin
ortaya ¢ikarilmasinda ve sekillendirilmesinde uygun iken, birliktelik kurallari,
kiimeleme ve sirasal kesif yaklasimlari, hava tahmini ve siddeti arastirmak ve
tanimlamak icin yararh araglar olabilir (Tadesse 2009).

Smiflandirma, giinliikk yasamda ¢ok siklikla bagvurulan bir iglemdir.
Siniflandirma ile nesneler boliinerek ayristirilir, yani karsilikli olarak 6zel ya da
genel kategorilerden her biri bir smif olarak atanabilir. Pek c¢ok pratik karar
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verme islemi, bir siiflandirma problemi olarak formiile edilebilir. Ornegin
kigiler ya da nesneler birgok kategoriden biri olabilir (Bramer, 2007:23).

Smiflandirma, farkli siniflardaki, degisik 6geleri ayirma siirecidir. Bu
siniflar, is kurallari, sinif sinirlar1 veya bazi matematiksel fonksiyonlar olabilir.
Smiflandirma iglemi, siiflandirilmig olan 6genin, bilinen bir sinif degeri ile
Ozellikleri arasindaki bir iliski {izerine bina edilebilir. Bu smiflandirma tipi,
“denetimli 6grenme” olarak isimlendirilir. Eger bir sinifin bilinen &rnekleri
yoksa bu smiflandirma denetimsizdir. En yaygin denetimsiz smiflandirma
yaklagim “kiimeleme”dir. Kiimeleme teknolojisinin en yaygin uygulamalari,
perakende {iiriinlerde birliktelik analizi (market sepet analizi) ve dolandiricilik
tespitidir (Nisbet, et al., 2009: 235).

Veri madenciliginde denetimli 6grenme kavrami, bir siniflandirma ile
bilinen veriler temelinde bir smiflandirma fonksiyonu o6gretmek ya da bir
siniflandirma modeli insa etmektir. Bu fonksiyon ya da model, veri tabanindaki
verileri hedef niteliklere doniistiiriir, dolayisiyla yeni veriler siif tahmininde
kullanilabilir (Dong-Peng, at al.,2008:36).

Karar  agaci  algoritmasi, veri  madencili§i  smiflandirma
algoritmalarindan biridir ve bilgi teorisi ilkelerine dayanmaktadir. Bir karar
agaci algoritmasi kullanicilarin, giiriiltiilii ve bilinmeyen verilerin istesinden
gelmesini ve kolayca yorumlanmasii saglayan otomatik olarak dagitabilen
modeller olusturur. Bir karar agaci, karar agaclarmin yapisim temsil eden
diigiimleri dallar ve yaprak diiglimlerinden olusur. Agacin ist diigiimii kok
diigiim olarak adlandirilir; igindeki diiglimler degiskenlerin degerleri {izerine ifa
edilmis olan testleri temsil ederler; dallar testler {izerindeki farkli sonuglar1 ve
yaprak diigiimleri 6rneklerin sinifin1 temsil eder (Dong-Peng vd., 2008).

Karar agaglari, simiflandirma ve tahmin agisindan giiclii ve popiiler
araglardir. Bu yontemin c¢ekici tarafi, yapay sinir aglarinin aksine, karar
agaclarinin kurallart temsil etmesidir. Bagka bir deyisle bunlari yorumlamak
daha kolaydir (Nisbet et al. 2009:465).

1970’lerin sonu ve 1980’lerin baslarinda bir makine 6grenme
arastirmacist olan J. Ross Quinlan, ID3 (Iterative Dichotomiser) olarak bilinen
bir karar agaci algoritmasit gelistirdi. Bu c¢alisma ile daha 6nce E. B. Hunt, J.
Marin ve P. T. Stone tarafindan tanimlanmis olan kavram ogrenme sistemleri
genisletilmis oldu. Quinlan daha sonra ID3’iin bir devami olan C4.5’1 olusturdu.
Bu, daha yeni 6grenme algoritmalar1 i¢in genellikle bir benchmark gorevi
gormektedir. 1984°de bir grup istatistik¢i (L. Breiman, J. Friedman, R. Olshen
ve C. Stone), ikili karar agaclarinin olusumunu agiklayan “Siiflandirma ve
Regresyon Agaclart” (CART) adli kitabi yaymladilar. ID3 ve CART aym
zamanda Dbirbirinden bagimsiz olarak ortaya c¢iktilar. Ancak egitim
degiskenlerinden (demetlerinden) Ogrenme karar agaclari i¢in benzer bir
yaklagim ortaya koydular. Bu iki kose tasi algoritma karar agaci indiiksiyonu ile
ilgili cok sayida galismaya kaynaklik etti (Han and Kamber, 2006:292).
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Veri madenciliginde bir karar agaci, hem smiflandiricilari, hem de
regresyon modellerini temsil edecek sekilde kullanilabilir. Diger yandan
operasyonel arastirmalarda karar agaclari, hiyerarsik kararlar modeli ve onlarin
sonuglar ile iligkili bilgiler ortaya koyar. Karar vericiler olmasi en fazla
muhtemel hedefine ulasacak sekilde strateji gelistirmek igin karar agaclarini
kullanir. Bir karar agaci siniflandirma amaciyla kullanildigi zaman, genellikle
“smiflandirma agac1”, regresyon amactyla kullanildiginda ise “regresyon agact”
olarak adlandirilir (Rokach and Maimon:2008:5).

Karar agaglar1 halihazirdaki kullanimiyla en popiiler time varim
metodudur. Karar agaclar1 genellikle iki asamada olusturulurlar. Biiyiime
oldugu zaman bu algoritma her bir diiglimde simiflar arasindaki en iyi 6zellik
ayirt ediciyi (veri alt seti) ortaya ¢ikarir ve daha sonra o 6zellige dayali olarak
bu verileri iki yeni diiglim halinde boliimlere ayirir. Bu, her bir tabaka i¢in bir
sinif tahsis edilinceye kadar ortaya c¢ikan veri alt setine tekrar tekrar uygulanir.
Indirgemenin ikinci asamasi en iyi dengeye erisebilmek i¢in agacin en az yararl
dallarimi1 kesmek suretiyle isletilir. Daha basit bir model genellikle daha
saglamdir. Yani yeni veriler hakkinda daha dogru sonugclar ortaya ¢ikarir. Nihai
agac etiketlenmis birkac bolgedeki bu 6zel alan1 boliimlere ayirir (Nisbet et al.
2009:300).

Karar agact yoOntemlerinde parametrik istatistiksel varsayimlar
yapilmaz. Ongoriiler terminal diigiimlerde birka¢ mantiksal if-then sartiyla
sunulabilirler. Normal bir veri dagiliminda veya degiskenler ve tepki degiskeni
arasindaki lineer iliskilerde ortiilii varsayimlar yoktur. Karar agaci yontemleri,
degiskenlerin 6ngorii saglayabildikleri zamanin 6tesini analistlerin bilmedikleri
yerlerde veri madenciligi i¢in olduk¢a uygundurlar. Bu nedenle karar agaci
yontemleri iligkileri agiga c¢ikarabilir ve onlar1 daha fazla bilisimsel yogun
yontemlerin gbzden kagirdigi birkag karar kurali halinde ifadelendirebilirler
(Nisbet et al. 2009:278-279).

Bir karar agaci, 6z nitelikler degeri iizerine boliinme olarak bilinen bir
islem tarafindan olusturulur yani outlook gibi bir dznitelik testi ve ardindan
olasi degerlerin herbiri i¢in bir dal olusturmadir. Siirekli Oznitelikli test
durumunda normal olarak deger “daha az ya da esit” ya da “daha biiyiik”
bolinmils deger olarak bilinen bir deger verir. Herbir dal, sadece bir
siiflandirma ile etikletli oluncaya kadar bolinme islemi devam eder ( Bramer,
2007:43-44).

Cekici bir siiflandirma yontemi olan karar agaci, kok diiglimden asagi
dogru yaprak diiglimlerinde sonlanincaya kadar uzayan, dallar tarafindan
baglantilar saglanms, karar diigiimlerinin bir koleksiyonunu igerir. Karar agaci
diyagraminin en {stiine yerlestirilmis olan kok diigiimden baslayarak, dalin her
bir olast sonucu ile karar diigiimleri test edilir. Herbir dal daha sonra diger bir
karar diigmesi ya da sonlandirma yaprak diigmesine yol agar (Larose,
2005:107).
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Verilerinden siniflandiricilar tiretmek i¢in 6zellikle etkili bir yontem, bir
karar agaci Uretmektir. Karar agact betimlemesi en yaygin olarak kullanilan
mantik yontemidir. Oncelikli olarak makine 6grenmesi ve uygulamali istatistik
literatiirlinde aciklanan ¢ok sayida karar agaci ortaya g¢ikaran algoritmalar
bulunmaktadir. Onlar girdi-gikt1 6rnekleri kiimesinden olusan karar agaglari gibi
o0grenme yontemleri denetlenmektedir. Tipik bir karar agaci 6grenme sistemi
yukaridan asagiya bir stratejiyi benimser. O basit ama en basit olmay1
gerektirmeyen bir agacin bulunacagini garanti eder. Bir karar agaci
diigiimlerden olusur. Bir diigiimiin giden dallari, diigiimde testin tiim olasi
sonuclarina karsilik gelmektedir. X ve Y gibi iki giris 6zellikli/6znitelikli
smiflandirma Ornekleri i¢in basit bir karar agaci asagida verilmistir.
(Kantardzic, 2003:140)

Iki giris ozelliklerini X ve Y ile numunelerin siniflandirilmasi igin basit
bir karar agaci asagidaki sekilde verilebilir:

Y=A

Simif1

Sekil 1: Basit Bir Karar Agaci

II1. Literatiir Ozeti

Konuyla ilgili literatiirde farkli veri setleri iizerinden yapilmis ¢ok
sayida ¢alisma bulunmaktadir. Bunlardan DIMIC et al. (2011), Moodle
elektronik 6grenme materyallerini kullanarak 6grenci verilerini toplamis ve bu
veriler ile hem smiflandirma, hem kiimeleme, hem de birliktelik kurallar
teknikleri ile analiz yapmuslardir. Dener ve Digerleri (2005), lisansiistii
Ogrencilerine ait verileri kullanarak cesitli algoritmalarla siiflandirmalar
yapmig ve agik kaynak kodlu yazilimlarin basarim  derecelerini
karsilastirmislardir.  Albayrak ve Yilmaz (2009), IMKB verilerinden
yararlanarak karar agaclari ile siniflandirma analizi metoduyla veri madenciligi
yapmuslardir. Dolgun vd. (2009), bir telekomiinikasyon kurumuna ait verileri
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kullanarak karar agaclar1 algoritmalarindan yararlanarak terk eden miisteriye ait
profil modeli olusturmuslardir. Ayik vd. (2007), Atatiirk Universitesi
Ogrencilerine ait veritabanindaki tiim verileri kullanarak sinifladirma analizi
yapmislardir. Kaya vd. (2012), Epileptik EEG isaretlerini karar agaglar1 ve karar
kurallarint kullanarak simiflandirmig ve tani performanslariin oldukga yiiksek
oldugunu tespit etmislerdir.

IV. Veri Seti ve Yontem

Bu c¢alismada Cumhuriyet Universitesi Iktisadi ve Idari Bilimler
Fakiiltesi 6grencilerine ait veriler kullanilmistir. Fakiiltede 8 boliim bulunmakta
ve hepsinde de ikili Ogretim yapilmaktadir. Veriler hem birinci 6gretim
ogrencilerine, hem de ikinci 6gretim Ogrencilerine aittir. Bu baglamda 4106
Ogrenciye ait 53378 veri girisi yapilmistir. 2012 sonu ve 2013 yil1 basi itibariyle
kayitli olan dgrencilere ait veriler Cumhuriyet Universitesi Bilgi Islem Daire
Bagkanligindan Excel formatinda alinmigtir. Excel makrolari kullanilarak veri
ambar1 hazirlanmigtir. Veri madenciligine ait Karar Agaglarindan yararlanilarak
siniflandirma analizi yapilmistir. Gerekli doniisiimler yapildiktan sonra veriler
“veriset.arff”” adl1 metin dosyasina yazdirilmistir.

Verilerde boliimler; CEEIL, IKTISAT, ISLETME, KAMU, MALIYE,
YBS, EKONOMETRI ve UTL olarak tanimlanmustir. Sinif siitunu, 1’den 4’e
kadar siniflari, cinsiyet, “Erkek ve Bayan” degerlerini almaktadir. Gelir siitunu
“600 TL’den Az”, “601-1200”, “1201-1800”, “1801-2400", “2400 Uzeri”
olmak iizere 5 grupta tanimlanmistir. Ancak analizlerin kolaylig1 agisindan bu
degerler i¢in sinifladirma Oncesi her bir grup icin sirasiyla 1’den 5°e kadar
degerler atanmigtir. Baba Sag mi, Baba Calisiyor mu, Anne ¢alisiyormu, Katki
kredisi altyor mu, Ogrenim kredisi altyor mu siitunlar1 “Evet/Hayir” degerlerini
icermektedir. Kardes sayisit ve okuyan kardes sayisi, kayit yili niimerik deger
olarak tanimlanmustir. Kayit yili ise 2007 ve dncesi 2007, digerleri ise 2008,
2009, 2010, 2011, 2012 ve 2013 seklinde degerler almaktadir. Siniflar ise
“Burs_Aliyor”, “Burs_ Almiyor” seklinde tanimlanmistir. Verilerin tiim
alanlarinda herhangi bir deger tanimi olmayan ya da “Bilinmiyor” bigiminde
yer alan degerler igin “?” degeri kullanilmistir.

V. Uygulama

Yapilan ¢alismada Waikato Universitesinde gelistirilmis olan WEKA
Programinin (Waikato Environment for Knowledge Analysis) 3.6.9 siiriimii
kullanilmistir. WEKA Programi, agik kaynak kodlu bir yazilimdir. Bu program
pek ¢ok smiflandirma, kiimeleme ve birliktelik kurallarina ait algoritmay1
desteklemektedir. WEKA, metin tabanli arff, arff.gz, names, data, csv, c45,
libsvm, dat, bsi, xrff, xrff.gz dosya tiplerinin yani sira, veritabanlarmi ve
verilerin oldugu URL adreslerini de desteklemektedir.

Mevcut veriseti ile yapilan uygulama sonucunda izleyen tablodaki
sonuglar algoritmalarin performans derecelerine gore siralanarak sunulmustur:
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Tablo 1. Karar Agaclart Analizine Ait Baz1 Algoritmalarin Basarim
Dereceleri

Dogru Kappa | Ortalama | Ortalama | Goreli Goreli TP FP | F-Olgiitii
. smifland: | Istatistigi | Mutlak Hata Mutlak Hata | Orani | Orani
Algoritmalar rnllan Hata Karekok Hata Karekok
Ornek % %
LADTree 4049 0.8485 0.0299 0.1131 30.0898 50.7753 0.986 | 0.203 | 0.986
ADTree 4043 0.8349 0.0874 0.1437 87.8594 64.5106 0.985 | 0.203 | 0.984
LMT 4039 0.8219 0.0279 0.1216 28.0478 54.5937 0.984 | 0.225 | 0.983
SimpleCART 4038 0.8205 0.0292 0.1227 29.3201 55.0979 0.983 | 0.221 | 0.983
FT 4037 0.8208 0.0217 0.1259 21.8482 56.5276 0.983 | 0.207 | 0.983
NBTree 4036 0.8098 0.022 0.122 22.157 54.7567 0.983 | 0.251 | 0.982
BFTree 4034 0.8063 0.0272 0.1261 27.3738 56.6262 0.982 | 0.247 | 0.982
J48 4034 0.8005 0.031 0.1295 31.1889 58.1485 0.982 | 0.273 | 0.981
REPTree 4030 0.7915 0.0327 0.1329 32.8823 59.659 0.981 | 0.273 | 0.98
148Graft 4027 0.7773 | 0.0326 | 0.1358 | 32.7751 | 60.9767 | 0.981 | 0.304 | 0.979
RandomForest 4027 0.789 0.0316 0.1326 31.8013 59.5396 0.981 | 0.256 | 0.98
RandomTree 3996 0.7176 0.0292 0.1587 29.4083 71.2549 0.973 | 0.287 | 0.973
DecisionStump 3995 0.6397 0.0526 0.1622 52.8582 72.7931 0.973 | 0.489 | 0.968

Yapilan uygulama ¢alismasinda karar agaglarina ait pek ¢ok algoritma
denenmis, basarim dereceleri tabloda verilmistir. Bu ¢aligmada karar agaglarina
ait; LADTree, ADTree, LMT, SimpleCart, FT, NBTree, BFTree, J48, REPTree,
J48Graft, RandomForest, RandomTree ve DecisionStump algoritmalar
kullanilarak modeller olusturulmus ve olusturulan modellerin basarum dereceleri
karsilastirilmustir.

LADTree algoritmasi, 4049 dogru siniflandirilmis drnek derecesiyle en
basarili algoritma olarak gdziikmektedir. Bu algoritmanin, siniflararast uyumu
veren kappa istatistigi 0.8485, birinci siniftaki dogru olarak siniflandirilmis
kayitlarin saymi veren TP (True Positive) oram1 0.986, birinci sinifta
siniflandirilmig, ikinci siniftaki kayitlarin sayisini veren FP (False Positive)
orani 0.203 olarak elde edilmistir. Kesinlik ve duyarliligin harmonik ortalamasi
olan F-6l¢iitii (Coskun ve Baykal) ise 0.986 olarak bulunmustur. LADTree
algoritmasini, ADTree algoritmas1 4043 dogru ornek simiflandirmasiyla takip
etmektedir. Bu algoritmalarin kappa istatistigi 0.8349, TP orami 0.985, FP
orani, 0.203 ve F-Olgiitii 0.984 olarak bulunmustur. Daha sonra ise diger
algoritmalar gelmektedir. F-olgiitii asagidaki formiille elde edilmektedir:

2 x Duyarlilik x Kesinlik

Duyarlilik + Kesinlik

F - Olgiitii =
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Formiilde kullanilan kesinlik ve duyarlik ise asagidaki sekilde
hesaplanmaktadir:

Kesinlik =1~

TP+ FP
Duvarlik = — £
uyarl TTL+]WV

Simiflandirma basaris1 en iyi olarak g¢ikan LADTree algoritmasinin
tirettigi siniflar ise asagida verilen sekildeki gibidir:

a,a
(l10grenim kredi = Ewet: 1l.563,-1.568
(l10grenim kredi = Hayir: -1.156,1.186
| (21Kayit_wil = 2007: 1l.766,-1.766
| (21Kayit_wil '= Z007: -0.491,.0.49]1
| | [31Kardes_say = 0: 0.5861,-0.861
| | | [24)Baba Jagmi = Ewet: -0.655,0.655
| | | (2)1Baba_Sagmi = Hayir: 1l.:2146,-1.216
| | | | [5)1Gelir = 1: -1.611,1.511
| | | | [51Gelir != 1: -1.511,1.&11
| | (31Kardes_=say != 0: -0.393,0.393
[B15%inif = 1: -0.395,0.395
| [(91EBaba_Sagmi = Ewet: -0.504,0.504
| [21Baba Jagmi = Hawyir: 0.58192,-0.561%9
[B13dinif !'= 1: 0.0553,-0.053
| (71Eayit_wil = =2012: 1.945,-1.345
| (P1KEayit il '= Z01Z: -0.037,0.037
| | [81Bolum = ISLETME: 0.3&1,-0.351
| | (81Bolum '= ISZLETME: -0.12,0.1=2

egend: Burs 4livor, Burs Almivwor

[ el

Sekil 2: LADTree Algoritmasimn Urettigi Sumiflar

Tam egitimli set kullanilarak LADTRee algoritmas: ile iiretilen karar
agaci 28 dal ve 19 yapraktan (sinif) olugmustur:

1. Ogrenim Kredisi alanlar bir sinifta toplanmustir.

2.0grenim Kredisi almayanlar bir sinifta toplanmustir.

3.0grenim kredisi almayan, kayit yili 2007 ve oncesine ait olanlarin
sinifi.

4. Ogrenim kredisi almayan ve kayit yili 2007’den sonra olanlarin
sinift.

5. Ogrenim kredisi almayan, kayit y1l1 2007’ den sonra ve kardes say1s1
sifirdan farkli olanlarin sinifi.
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6. Ogrenim kredisi almayan, kayit yil1 2007den sonra ve kardes sayis1
sifir olanlarin sinift.

7. Ogrenim kredisi almayan, kayit yili 2007°den sonra, kardes sayisi
sifir olan ve babasi sag olanlarin sinifi.

8. Ogrenim kredisi almayan, kayit yili 2007°den sonra, kardes sayisi
sifir olan ve babasi sag olmayanlarin sinifi.

9. Ogrenim kredisi almayan, kayit yili 2007°den sonra, kardes sayisi
sifir olan, babasi sag olmayan ve gelir durumu 650 TL’den az olanlarin sinifi.

10. Ogrenim kredisi almayan, kayit yili 2007°den sonra, kardes sayisi
sifir olan, babasi sag olmayan ve gelir durumu 650 TL’den farkli olanlarin
sinifi.

11. Sinifi 1 (bir) olanlar bir sinifta toplanmustir.

12. Sinifi 1 (bir) olanlar ve babsi sag olanlarin sinifi.

13. Sinfi 1 (bir) olanlar ve babs1 sag olmayanlarin sinifi.

14. Sinifi 1 (bir)den farkli olanlar bir sinifta toplanmigtir.

15. Simfi 1 (bir)den farkli olan ve kayit yil1 2012 olanlarin sinifi.

16. Sinift 1 (bir)den farkli olanve kayit yili 2012 den farkli olanlarin
smifi (0.037).

17. Smufi 1 (bir)den farkli olan ve kayit yili 2012 den farkli olan ve
boliimii Isletme olanlarin smifi.

18. Smifi 1 (bir)den farkli olan, kayit yili 2012 den farkli olan, boliimii
Isletmeden farkl1 olanlarin sinifi.

19. Burs alanlar ve burs almayanlar seklindeki ana sinif.

Satirlarin sonundaki degerler ise o sinifin hangi araliktaki degerleri
aldiginmi gostemeketedir.

LADTree algoritmasinin gorsel agaci ise agsagidaki gibi olusmustur.
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Sekil 3. LADTree Algoritmast ile iiretilen Gorsel Agag

LADTree algoritmasinin sundugu gorsel aga¢ yapisindan da
anlagilacagi gibi herbir dikdortgen bir sinfi temsil etmektedir. Sekilde ana sinif
tamiminda yer alan (Burs Aliyor, Burs Almiyor) ile birlikte 19 simf
olugmustur. Elips bigimli sekiller ise kosullar1 ifade etmektedir.

VI. Sonu¢ ve Degerlendirme

Bu calismada, siniflandirma yontemlerinden karar agaclar1 kullanilarak
Ogrencilere ait verilerle analiz yapilmistir. Veri madenciligi, gizli, nemli,
onceden bilinmeyen, yararl bilgileri ortaya koyan bir veri analiz teknigidir. Bu
yontemle, aligilagelmis analiz tekniklerinden farkli olarak, yalnizca sayisal
verilerle degil, sayisal olmayan veriler ile de analizler yapilabilmekte ve gizli
ortintiiler ortaya ¢ikarilabilmektedir. Veri madenciligi, veri kiimesinden rastgele
ornek se¢gmek yerine, mevcut verilerin tiimiinii kullanmasi bakimindan da pek
cok analiz tekniginden ayrilir. Karar agaclari, veri madenciliginin yalnizca
siniflandirma tiiriinde kullanilan analiz tekniklerden biridir. Karar agaglan ile
iiretilen sonuglar1 yorumlamak, gorsel 6zelliginden dolay1 olduk¢a kolaydir. Bu
calismada, mevcut verilerle karar agaclarina ait pek ¢ok algoritma denenmis ve
4049 dogru siniflanilan 6rnek sayisi ile en basarili algoritma olarak LADTree
algoritmasi bulunmustur. En ¢ok dogru siniflandirma yapan bu algoritma,
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toplam 19 sinif iiretmistir. Bu analizler sonucunda, 6grencilere ait verilerden
yararlanilarak hangi sinifa diigsecekleri tahmin edilebilmektedir.
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